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摘 要

大语言模型展现出令人惊讶的上下文学习能力，能够仅依靠输入提示与少量

示例，在无需额外训练的情况下完成从未见过的复杂任务，这与传统的监督学习

形成鲜明对比。如何为这一经验现象提供理论解释，并将其与理论物理建立联系，

是一个具有挑战性且尚未解决的问题。

本文研究了一种简化的 Transformer 结构，并将其映射为一个自旋玻璃模型。

在该映射中，取值为实数的自旋表示 Transformer的权重参数，相互作用和外场刻

画了任务结构和数据内在的无序性。我们分析了任务形式和数据分布对相互作用

和外场的统计性质的影响，使用平均场理论求解了该模型，并且通过近似消息传

递方程快速寻找模型的基态。

我们的自旋模型揭示了在预训练过程中 Transformer的权重参数之间如何相互

作用。我们的理论表明，对于具有示例的训练方案，随着任务多样性的增加，会自

然地催生出模型的上下文学习能力。这是因为任务多样性会改变自旋模型的能量

景观，使其出现一个全局最小值。在玻尔兹曼分布下，模型很容易收敛到这个基

态，从而使得预训练 Transformer在新颖的提示设定下具备预测能力。

我们提出的模型首次将 Transformer与统计物理模型结合起来，并且可以在理

论上进行求解，为理解大型语言模型诸多令人关注的特性提供了一个有前景的研

究方向。

关键词： 大语言模型，上下文学习，统计物理，自旋玻璃模型，平均场理论
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ABSTRACT

Large language models show a surprising ability to learn in context, being able to

complete complex unseen tasks with only input prompts and a few examples, yet without

additional training, in stark contrast to traditional supervised learning. Providing amecha-

nistic interpretation and linking the empirical phenomenon to physics are thus challenging

and remain unsolved.

In this thesis, we study a simplified yet expressive transformer structure with linear

attention and map it to a spin glass model. In this mapping, real-valued spins represent the

weight parameters of the transformer, while the couplings and fields characterize the task

structure and intrinsic disorder in data. We analyze how the task form and data distribution

affect the statistical properties of couplings and fields, solve the model using mean-field

theory, and quickly find the ground state of the model through approximate message-

passing equations.

Our spin model reveals how the weight parameters of the transformer interact with

each other during pre-training. Our theory shows that for training schemes with instance,

increasing task diversity naturally leads to the emergence of in-context learning. This is

because task diversity changes the energy landscape of the spin model, leading to a global

minimum. Under the Boltzmann distribution, the model easily converges to this ground

state, thus enabling the pre-trained transformer to exhibit predictive power in novel prompt

settings.

Our proposed model is the first to combine transformers with statistical physics mod-

els and can be solved theoretically, providing a promising avenue for understanding many

intriguing properties of large language models.

Keywords: Large language models, in-context learning, statistical physics, spin glass

model, mean-field theory
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大语言模型示例泛化的自旋模型

1 绪论

1.1 选题背景

人工智能是当今科技领域的热门话题，其应用已经渗透到我们生活的方方面

面。自然语言处理（Natural Language Processing，NLP）是人工智能领域的一个重

要分支，它致力于让计算机能够理解、处理和生成自然语言。然而，人类语言复杂

多变，语法和语义极为丰富，并且常常具有模糊性和多义性，这使得自然语言建

模成为一项极具挑战性的任务。

早期的语言模型主要是基于统计学习方法，包括隐马尔可夫模型（HMM）[1]、

n-gram模型 [2]、最大熵模型 [3]和条件随机场（CRF）[4]等。这些方法通过对大量文

本数据进行统计分析，实现对文本的建模和生成。虽然这些方法在一定程度上能

够捕捉到语言的结构和规律，但由于它们通常依赖于手工设计的特征和规则，泛

化能力有限。在深度学习兴起以后，研究者们尝试使用神经网络来建模文本序列的

生成，包括词向量（word2vec）模型 [5-6]、基于循环神经网络（RNN）的模型 [7]和

序列到序列（seq2seq）模型 [8]等，这些方法能够捕捉到更丰富的语义信息，但仍

然难以有效地捕捉长距离的上下文信息，导致模型的表达能力受限。

2017年，A. Vaswani等人提出 Transformer模型 [9]，引入自注意力机制，替代

了传统循环结构（比如 RNN）的顺序处理方式，能够更高效地捕捉序列中的长距

离关联和上下文依赖，并且还能够实现并行计算，显著提升模型的训练和推理效

率。此后，基于 Transformer的各种预训练模型，如 BERT[10]、GPT[11-12]、T5[13]等，

相继问世，形成了“预训练—微调”范式的核心框架：模型通过在大规模语料上进

行预训练获得通用语言知识，然后通过少量任务特定数据进行微调，以适应各种

下游任务 [14]。这一范式在文本分类、问答、翻译、生成等任务上显著提高了模型

的性能和迁移能力。

随着计算资源和数据规模的提升，研究者发现模型性能与参数规模、数据量、

计算量之间存在一个缩放定律（Scaling Law）[15]。这一规律为语言模型设计提供了

明确的工程指导：只要具备足够的训练数据和计算资源，就有可能通过简单的扩展

规模获得更强的语言能力。这种方法论的转变，促使了大语言模型（Large Language

Model，LLMs）的迅速崛起。以 OpenAI的 GPT系列为代表，参数规模从数亿扩

展到千亿乃至万亿级别，大幅提升了模型的语言理解与生成能力，在多种任务上

取得了接近甚至超越人类水平的表现 [16]。
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大语言模型示例泛化的自旋模型

在提出 GPT-3的同时，研究者们还发现了大语言模型的一个重要特性：上下

文学习（In-context Learning，ICL）[17]。与传统的微调训练不同，上下文学习不需

要对模型权重进行更新，而是通过设计提示词，在推理阶段加入少量示例，使模型

能够直接根据上下文来完成未经过专门训练的复杂任务。这种交互方式具有高度

的灵活性，为大语言模型的应用开辟了新的途径：用户不再需要为每个任务训练

一个新的模型，仅仅通过设计不同的提示词就可以完成多样化的任务。同时，这

也启发了诸如思维链（Chain of Thought，CoT）[18]等新的研究方向。

尽管大语言模型在实践中取得了巨大的成功，但是其工作原理和背后的机制

仍然不够清晰。

首先，大语言模型的预训练目标相对简单，通常采用基于自回归语言建模和

似然估计，并没有显式引入语义理解、逻辑推理或任务泛化的监督信号。然而，训

练后的模型却在多种复杂的下游任务中实现良好的泛化。这种从简单目标出发到

涌现出复杂能力的转变机制，目前尚缺乏明确解释。

另外，在大语言模型的训练与推理阶段，模型参数的变化如何影响知识的存

储、更新和表达，同样是一个亟待研究的重要问题。传统机器学习的主流观念认

为，模型的参数是知识的主要存储形式，模型的训练过程相当于将知识以某种方

式编码到参数空间中。然而，上下文学习的机制更多依赖于输入空间的信息，而非

参数空间中的梯度优化，这颠覆了传统机器学习关于“学习依赖于参数更新”的

基本思想，并引发了对知识存储和表达机制的重新思考。

更为重要的是，尽管已有部分研究尝试从优化理论、算法模拟等角度来研究上

下文学习的机制，但从统计物理视角出发对上下文学习的研究尚属空白领域，尤

其是缺乏上下文学习与物理模型之间的联系。自旋模型是统计物理中一个重要的

研究对象，具有丰富的相变现象和复杂的能量景观，常用于刻画具有高度复杂结

构的系统，这为我们从统计物理视角理解大语言模型的机制提供了可能。自旋玻

璃的平均场理论为我们提供了一种有效的理论工具来研究复杂系统的行为，从中

发展出的诸多方法在理论物理和统计学习中得到了广泛应用。

本文尝试将 Transformer与自旋模型结合，借助平均场理论深入探讨大语言模

型的泛化能力和上下文学习机制。我们希望通过这种方法填补当前的研究空白，揭

示大语言模型在上下文中学习的潜在机制，为理解其泛化能力提供新的视角。
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1.2 相关工作

最近的许多研究表明大语言模型能够通过上下文学习执行一系列复杂任务，

比如代码生成、数学推理等，这些强大的能力引起了学术界广泛的研究兴趣 [19-20]。

尽管目前有一些工作探索 Transformer以外的架构是否存在上下文学习能力 [21-24]，

但主流的研究方向仍然聚焦在基于自注意力机制的架构上。

在实验方面，研究者们发现大语言模型的某些能力只有在模型的规模达到一

定的阈值后才会出现，即所谓的涌现 [25]，而微调策略、训练数据的分布特性等因素

会对上下文学习能力的涌现产生关键影响 [26-27]。令人惊奇的是，有研究表明上下文

学习的性能更依赖于示例中“问题—答案”的形式，而非示例答案的正确性 [28]。为

此研究者们尝试将上下文学习分为不同的阶段，比如任务识别和任务学习 [29]，进

行研究。此外还有一些研究通过设定不同的任务来评估大语言模型的学习范围 [30]。

在理论方面，一类观点认为，尽管此时不需要训练，但模型在推理过程中隐

式地执行了梯度下降算法 [31-34]。当然，也有一些研究者认为这是由于设定过于简

化导致的，真实任务中上下文学习与梯度下降仍然存在差别 [35-36]。另一类观点则

认为上下文学习是一种隐式的贝叶斯推断过程，模型通过上下文利用先验知识进

行预测 [37-40]。此外，还有很多研究尝试从信息论、学习算法、梯度流动力学等方

面来解释上下文学习现象，为理解其机制提供了多样化视角 [41-44]。

尽管自然语言任务中的上下文学习令人印象深刻并且具备实用价值，但是由

于实际任务的数据中存在高度复杂的结构与分布偏差，无法进行精确的变量控制。

因此，最近的许多研究尝试探索简单的小模型和参数可控的合成任务中的上下文

学习，特别是线性模型 [45-47]、分类任务 [48-49]和回归任务 [50-51]。这类工作中有一大

部分都在尝试利用数学和物理工具完全从理论上解析大语言模型的动力学和泛化

性能 [47,49,51-53]。与我们的工作密切相关的是聚焦于预训练任务多样性 [42,50,52,54]和单

层线性注意力机制 [31,45-46,52]的研究，但是目前仍然缺乏直接将上下文学习与统计

物理模型结合在一起的工作，这就是本文的主要贡献所在。
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1.3 本文结构

本文剩余部分的安排如下：

• 第二章介绍 Transformer模型的结构和工作原理，然后介绍完整的大语言模

型的构建流程，以及大语言模型的提示学习方法，特别是上下文学习；

• 第三章介绍自旋玻璃的平均场理论，以球面 p自旋模型为例，详细介绍如何

使用复本方法和空腔方法求解自旋玻璃模型，然后进一步介绍一阶复本对称

性破缺及其对应的空腔方程；

• 第四章介绍我们主要研究的线性注意力机制，说明如何将 Transformer映射

为一个自旋玻璃模型，分析上下文学习任务和预训练数据集如何影响相互作

用和外场的统计性质，然后利用平均场理论求解这个自旋模型的基态；

• 第五章展示了我们的结果，对理论和实验结果进行了比较，对模型的最优解、

能量景观等平衡态性质进行了分析，探究我们的理论在更复杂的任务和模型

上的推广，并且对一些关键问题进行了讨论；

• 第六章是总结，回顾了本文的主要工作和贡献，并展望了未来的研究方向。
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2 大语言模型的基本原理

2.1 Transformer模型的结构

正如在绪论中所言，自从 GPT等模型取得成功之后，Transformer替代了循环

神经网络和卷积神经网络，成为了当前大语言模型的标配。本节我们首先介绍一

下 Transformer模型的基本结构。

如图 1所示，一个完整的 Transformer可以大概分为输入模块、编码器、解码

器以及输出模块四部分。输入模块负责将输入文本及其上下文位置信息转换为一

个向量表示；编码器负责为每个输入向量构造对应的语义表示，即负责理解输入

文本；解码器需要根据输入信息，结合编码器输出的语义表示，生成相应的输出

序列；输出模块负责将解码器的输出转换为最终的预测结果。

图 1 Transformer模型架构 [9]。(a)整体结构；(b)多头注意力模块；(c)缩放点积注意力机制。
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2.1.1 输入模块

输入模块由词嵌入和位置编码两部分组成。一段文本可以可以看作是由一个

个词组成的序列 u = [u1, · · · , uN ]，由于模型不能直接处理文字信息，首先需要将

每个词 ui 映射为一个 D维的向量 vi → RD，同时建立一个词典 V 来存储 ui 和 vi

之间的映射关系。常见的词嵌入方法有Word2Vec[5]、GloVe[6]等。

另外，为了捕获词语在上下文中的位置，模型还需要编码每个词的位置信息。

原版的 Transformer使用了绝对位置编码，通过正弦函数将每个词在文本中的位置

编码为一个 D维的向量 pi → RD，然后将词向量和位置编码相加，得到一个词最

终的向量表示 xi = vi + pi。现在的大语言模型一般采用更加高效的旋转位置编码

（Rotary Position Embedding，RoPE）方案 [55]。

这些经过位置编码的词向量 xi 被称为词元（token），是文本数据的最小分割

单元，也就是不可再拆分的最小语义单位，将它们排列在一起就形成了一个完整

的输入序列 X = [x1, · · · ,xN ]。其中 x的维度 D一般被称为嵌入维度，词元的数

量 N 也被称为输入序列的长度，X → RD→N。

2.1.2 编码器

编码器由多个相同的层堆叠而成，其中每一层都包含一个多头自注意力模块

和一个前馈网络模块。在每个注意力模块和前馈网络后，使用残差连接 [56]和层归

一化 [57]来增强模型的效果，并且提升训练的稳定性。

从形式上来说，假设编码器有 L层，第 !层的输入为 E!−1 → RD→N，E0 = X，

第 !层的输出 E!为

E! = LayerNorm
)
FNN (Z!) + Z!

[
, (1)

Z! = LayerNorm
)
MHA (E!−1) + E!−1

[
. (2)

MHA表示多头自注意力机制，如图 1 (b)所示，它使用 H 个结构相同但权重

参数不同的注意力模块并行计算，通过不同的注意力头来高效地捕捉输入序列中

不同的语义信息，然后将不同的头的输出拼接在一起，通过一个权重矩阵WO →

RH→H 进行线性变换，得到最终的输出

MHA (X) = Concat (Attn1, · · · ,AttnH)WO (3)

其中 Concat(·)表示拼接操作。
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每个注意力头 Attn 都采用缩放点积注意力机制，如图 1 (c) 所示，首先将输

入矩阵 X 通过三个线性变换分别映射到查询 Q = XWQ、键 K = XWK 和值

V = XWV，其中WQ → RD→dk、WK → RD→dk 和WV → RD→dv 分别是查询、键和

值的权重矩阵，dk 和 dv 分别是键和值的维度；然后计算注意力

Attn (Q,K,V) = softmax
]

1√
dk

QK#
)
V, (4)

其中非线性函数 softmax函数的形式为

softmax (x)i =
exp (x)∑
i exp (xi)

. (5)

FNN表示前馈神经网络

FNN (X) = ε (XW1 + b1)W2 + b2, (6)

其中，W1 → RD→df 和W2 → Rdf→D 是权重矩阵，b1 → Rdf 和 b2 → RD 是偏置项，

df 是前馈神经网络的隐藏层维度，ε(·)是非线性激活函数。

LayerNorm表示层归一化操作，它会计算每一层中所有激活值的均值 µ 和标

准差 σ，然后重新调整激活值的中心和缩放比例

LayerNorm (x) =
x− µ

σ
· γ + β, (7)

其中 γ 和 β是可以训练的缩放和偏移参数。研究表明，层归一化取得成功的关键

在于缩放不变性，因此现在一般采用更加高效的 RMSNorm[58]

RMSNorm (x) =
x√

1
N

∑N
i=1 x

2
i

, (8)

来代替层归一化。

2.1.3 解码器

解码器的结构与编码器类似，但它每一层都有两个注意力模块：一个称为掩

码注意力，用于处理输入序列，即上一层解码器的输出 D!−1；另一个称为交叉注

意力，用来同时关注编码器的输出 E! 和掩码注意力模块的输出 MHA!
mask (D!−1)。

为了确保解码器在生成目标序列时不依赖于未来的信息，掩码注意力模块通过插

7
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入一个掩码矩阵

Mij =


{

}
0 i ≤ j

−∞ i > j
, (9)

将当前要预测的词之后的部分置为负无穷大，然后再计算多头注意力

MHA!
mask (D!−1) = Concat

)
Attn!

1, · · · ,Attn!
H

[
W!

O, (10a)

Attn!
h = softmax

]
1√
dk

)
Q!

hK
!#
h +M

[)
V!

h, (10b)

Q!
h = D!−1W

h
Q, K!

h = D!−1W
h
K, V!

h = D!−1W
h
V. (10c)

掩码注意力模块的输出经过残差连接和层归一化后，得到

A! = LayerNorm
)
MHA!

mask (D!−1) +D!−1

[
. (11)

交叉注意力模块将解码器中的序列 A!作为查询 Q，将编码器的输出序列 E!作为

键K和值V，计算多头注意力

MHA!
cross (E!,A!) = Concat

)
Attn!

1, · · · ,Attn!
H

[
W!

O, (12a)

Attn!
h = softmax

]
1√
dk

Q!
hK

!#
h

)
V!

h, (12b)

Q!
h = A!W

h
Q, K!

h = E!W
h
K, V!

h = E!W
h
V, (12c)

然后再将结果与上一个模块的输出进行残差连接和层归一化，得到

D! = LayerNorm
)
MHA!

cross (E!,A!) +A!

[
, (13)

这就是解码器的输出。

2.1.4 输出模块

输出模块是一个非线性读出头，负责将解码器的输出转换为最终的预测结果

Y = softmax (DLWO + bO) , (14)

其中WO → RD→V，bO → RV，V = |V|是词典的大小。读出头使用 softmax函数将

输出转换为一个概率分布，然后选取概率最大的词作为模型的预测结果。

8
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2.2 大语言模型的构建流程

与 Transformer相比，大语言模型的特点是使用了更高的向量维度、更深的网

络层数，包含了更大规模的模型参数，但是对 Transformer本身结构的改变并不大。

图 2展示了各种大语言模型的演化树，根据采用的 Transformer类型不同，可以将大

语言模型分为三类：纯编码器架构（Encoder-only）、纯解码器架构（Decoder-only）

和编码器—解码器架构（Encoder-Decoder）。

纯编码器架构主要用于文本分类等任务，只在早期的少数模型中使用，如

BERT[10]、RoBERTa[59] 等。纯解码器架构主要用于文本生成等任务，是目前生成式

大语言模型应用最广泛的架构，如GPT系列 [11-12,17]、LLaMA系列 [60-62]、DeepSeek

系列 [63-65]等。编码器—解码器架构结合了两种架构的优点，最初用于机器翻译任

务，后来也被广泛应用到各种模型中，如 T5[13]、BART[66]、GLM系列 [67-68]等，但

是由于其训练和推理速度较慢，逐渐被纯解码器架构所取代。

图 2 大语言模型的演化树 [69]。粉色的分支表示采用了纯编码器架构的模型，蓝色的分支表
示采用了纯解码器架构的模型，绿色的分支表示采用了编码器-解码器架构的模型。

9
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由于大语言模型的参数规模十分庞大，训练过程需要大量的数据和计算资源，

并且训练的目标更加泛化，因此大语言模型的构建过程需要更为复杂的训练方法。

图 3展示了大语言模型的完整构建流程，主要分为数据预处理、预训练、微调和

对齐、评估、部署五个阶段。

图 3 大语言模型的完整构建流程 [70]。

2.2.1 数据预处理

大语言模型的训练离不开海量且高质量的数据。数据预处理是模型训练流程

的起点，包括收集数据、清洗和过滤、分词等步骤。要构建一个丰富的语料库，首

先就需要从多种来源收集数据，包括网页、书籍、代码、文献等，并且对这些数据

进行清洗和过滤，以去除噪声（格式标签、重复内容）和敏感信息（有害内容、隐

私数据），确保数据的质量和安全性。当然，也可以使用一些开源的语料库，比如

Common Crawl、Wikipedia、BooksCorpus[71]等，来构建数据集。

完成数据清洗后，就需要构建分词器（Tokenizer），将原始文本分割成模型

可识别的词元（token）序列。目前的语言模型大多采用子词分词器（Subword To-

kenizer），常见的子词切分算法包括 BPE分词 [72]、WordPiece分词 [73]和 Unigram

分词 [74]等。另一种更加有效的方法是针对特定的语料库设计专门的分词器，比如

SentencePiece[75] 可以根据语料库的分布特性自动学习分词规则。

用于训练大模型的数据集通常分为预训练数据集和微调数据集两部分。预训

练数据集采用的数据就是经过清洗和分词后的大规模无标记的数据，通常达到 TB

级别，涵盖了广泛的领域和多样化的内容。常用的数据集有The Pile[76]、ROOTS[77]、

Dolma[78]等。微调数据集则是使用经过精心挑选和人工标注的数据，规模相对较

10
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小，通常在 GB级别，主要用于模型的微调和对齐，使其更好地适应特定任务和人

类期望。常用的数据集有 P3[79]、HH-RLHF[80]、Self-Instruct[81] 等。

2.2.2 预训练

预训练（Pretraining）是大语言模型获得通用的基础语言能力的核心环节，其

核心思想是通过最大化训练数据的似然函数，进行自监督学习，使得模型能够学

习到语言的基本规律、语法和语义知识、上下文关系等内容。目前最常用的预训

练任务是语言建模（Language Modeling）。根据利用上下文的方式不同，语言建模

任务又分为掩码语言建模（Masked Language Modeling，MLM）和因果语言建模

（Causal Language Modeling，CLM）。

掩码语言建模任务主要用于非生成式（编码器或编码器—解码器架构）的大

语言模型，要求模型根据上下文预测输入序列中被随机掩盖掉的词。例如，在BERT

模型中，输入序列中的 15%的词会被随机进行掩码处理：其中 80%的概率用特殊

标记 [MASK]替换，10%的概率替换为语料库中的一个随机词，剩余 10%的概率

保持不变。训练的目标是最大化似然函数

LMLM =
∑

i∈M

logP
)
xi | X(i)

[
, (15)

其中M为被掩码词的索引集合，X(i)表示词 xi的上下文信息。

因果语言建模常用于生成式模型（解码器架构），要求模型根据前面的词预测

序列中的下一个词，因此也被称为下一词预测（Next Token Prediction）。在训练时，

模型会接收一个完整的输入序列 {x1, · · · ,xN}，通过掩码机制来确保每个词只能

看到它之前的词，而不能看到未来的信息。训练的目标是最大化似然函数

LCLM =
1

N

N∑

i=1

logP (xi | x1, · · · ,xi−1) . (16)

此外，去噪自编码（Denoising Autoencoding）也是一种常用的预训练任务，将

输入序列经过随机替换、删除等操作后，要求模型通过去除噪声来恢复原始序列。

后来还出现了将掩码语言建模和去噪自编码结合起来的混合去噪器，但是这些任

务需要设定额外的去噪和优化策略，较为复杂，实际应用较为有限。

预训练需要巨大的计算资源，百亿参数的模型一般需要百卡规模的算力集群

训练数周的时间，千亿参数的模型则需要千卡集群训练数月的时间。当然也有一

些方法可以加速预训练过程，如 3D并行训练 [82-85]、混合精度训练 [86]等。

11
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2.2.3 微调和对齐

微调（Fine-tuning）是将预训练模型调整为适应特定任务的模型，一般采用监

督学习的方式进行，因而也被称为有监督微调（Supervised Fine-tuning，SFT）。早

期的微调方法是全量微调（Full Fine-tuning）[14]，使用特定任务数据集更新基础模

型的所有参数。这种方法能够提升模型在目标任务上的性能，但其计算成本高昂，

并且容易导致模型丢失在预训练阶段学到的通用知识，即所谓的灾难性遗忘。

为了解决全量微调存在的问题，参数高效微调（Parameter-Efficient Fine-tuning，

PEFT）方法应运而生 [87]。其核心思想是在微调过程中冻结大部分参数，仅更新少

量参数，这大大降低了计算和存储开销，并有助于缓解灾难性遗忘。常见的 PEFT

技术包括：适配器微调、前缀微调、提示微调和低秩适应（Low-Rank Adaptation，

LoRA）[88]。LoRA在预训练模型的参数矩阵上添加了一个可以低秩分解的矩阵，微

调时只更新这个矩阵的参数，是目前广泛应用的一种高效微调技术。

对齐（Alignment）是保证大语言模型的行为与人类的价值观和伦理道德一

致，以提升模型的安全性。目前广泛认可的对齐标准包括有用性、诚实性和无害

性 [89-90]，这些标准难以通过形式化的目标进行建模，因此主要通过强化学习来实

现。目前最常用的是基于人类反馈的强化学习（Reinforcement Learning from Hu-

man Feedback，RLHF）[89,91]，包括三个阶段：首先进行有监督微调；然后收集人类

对于模型不同输出的偏好数据，训练一个奖励模型（Reward Model）来模拟人类

的偏好判断；最后将这个奖励模型作为环境的奖励函数，使用强化学习算法（比

如 PPO算法 [92]）优化语言模型的策略，使其生成的内容更符合人类偏好。

2.2.4 评估

对大语言模型进行全面而准确的评估是了解其能力边界、比较不同模型的性

能、指导未来研究方向的关键环节。然而，由于大语言模型能力的多样性和生成

内容的开放性，传统自然语言处理任务的指标（如 BLEU[93]、ROUGE[94] 等）虽

然在某些特定任务上有效，但往往不足以衡量模型的综合表现。

目前对大语言模型的主流评估方法是选择一些不同的能力维度（比如语言理

解、文本生成、知识问答、逻辑推理、代码生成等），构建对应的数据集和评测任

务，然后对模型的性能进行测试，这种方式也被称为基准评测。常用的评测数据

集有 GLUE[95]、SuperGLUE[96]、MMLU[97]、MATH[98]等。此外，也有一些基于人

类和模型的评测方法，比如 Chatbot Arena项目、MT-Bench项目等 [99]。
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2.2.5 部署

由于大语言模型在推理过程中需要消耗大量的计算资源和内存，这使得它们

在实际部署中面临着巨大的挑战。为了在资源有限的环境中高效地运行大语言模

型，研究者们提出了多种模型压缩技术。

最直接的压缩思路就是降低模型的参数量，一种方案是在训练好的模型上进

行剪枝（Pruning），去除冗余的参数和神经元 [100]。另一种方案是通过知识蒸馏

（Knowledge Distillation），将大模型的知识迁移到小模型中，从而实现压缩 [101]。

另一种压缩思路是将模型的权重和激活值从高精度的浮点数转换为低精度的

整数，从而减少存储和计算开销，这种方案被称为量化（Quantization）[102]。研究

表明，在相同显存开销的情况下，参数规模大的模型通常比表示精度高的模型更

具优势 [103]。虽然量化可能会导致模型的性能下降，但是可以再通过一些轻量化微

调方法来恢复模型的性能 [104]。

2.3 提示学习方法

由于大语言模型微调的成本十分昂贵，并且微调后的模型难以迁移到新的任

务上，因此基于自然语言的提示方法就成为了使用大语言模型解决下游任务的主

要方式。常见的提示方法有提示工程、上下文学习和思维链等。

提示工程就是指针对特定任务设计合适的提示词，以引导大语言模型生成所

需的输出 [105]。除了人工设计提示词外，研究者们还提出了一些自动优化提示的方

法，比如基于梯度的提示搜索方法 [106]、基于大语言模型的提示生成方法 [107]。但

是由于大语言模型的参数量巨大，工作机制复杂，这类提示优化方法往往需要大

量的时间和算力，又难以保证生成的提示词有效，因此在实际应用中并不常用。

目前最流行的提示学习方法是上下文学习。上下文学习的提示由任务描述和

示例组成，形式上可以写为

LLM
)
I, f(x1, y1), · · · , f(xN , yN), f(x̃, __)

[
→ ỹ, (17)

其中 I 是任务描述，{(x1, y1), · · · , (xN , yN)}是 N 个样本组成的示例集合，f(·)是

将样本转为自然语言提示的函数，x̃是待预测的输入，ỹ是模型的输出。上下文学

习的关键在于选择合适的示例，并且将它们以合适的顺序排列在提示中。

思维链是一种高级提示策略，是对上下文学习的一种拓展，在示例中不仅要

包含输入和输出，还要包含中间的推理过程，从而引导大语言模型在输出正确答

案之前进行更加详细的推理。图 4通过一个例子展示了上下文学习和思维链的区
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图 4 上下文学习和思维链提示的比较说明 [16]

别。在实际应用中，相比于上下文学习的“输入—输出”对，思维链的获取更加复

杂，通常需要借助人类的知识和经验进行设计。

上下文学习和思维链都是具有代表性的“涌现能力”，能够显著提升大语言模

型的性能。但是大语言模型如何在预训练过程中获得这些能力，又如何在推理阶

段执行上下文学习、提高推理能力，都是目前尚未完全理解的问题，也是目前的

研究热点之一。
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3 自旋玻璃模型的平均场理论

3.1 自旋玻璃模型简介

自旋玻璃理论是统计力学在神经网络研究中的一个重要工具。与一般的铁磁

材料中原子能够形成长程有序的排列不同，自旋玻璃是一种典型的无序系统，其

中原子之间的相互作用是随机的，会产生阻抗效应，在温度降低时使得各个磁矩

被随机地冻结在某个方向，最终呈现出一种无序的、具有玻璃态特征的结构。

1970年，P. Anderson首次提出“自旋玻璃”的概念 [108]。此后，一系列描述自

旋玻璃的模型，如 Edwards–Anderson模型 [109]、Sherrington–Kirkpatrick模型 [110]等，

以及相关的平均场理论，如复本方法 [111]、高温展开 [112-113]、空腔方法 [114]等，相继

被提出并得到了广泛的研究。其中最为著名的是 G. Parisi在 1979年提出的全阶复

本对称性破缺方案 [115-117]，该理论首次得到了平均场自旋玻璃模型的严格解。

使用自旋玻璃理论研究神经网络，始于上世纪 80年代，并很快在 90年代取

得了一系列重要进展。1982年，J. Hopfield使用自旋玻璃模型来研究神经网络的记

忆存储和模式识别，提出了 Hopfield模型 [118]，这是统计物理在神经网络研究中的

第一次成功应用。随后，1985年，D. Amit等人使用复本方法研究了 Hopfield模型

的存储容量 [119]。1987年，E. Gardner等人开创性地定义了感知机的存储容量，并

提出其对应的平均场理论 [120]。1988年，H. Sompolinsky等人则首次提出了循环神

经网络（RNN）的动力学平均场理论（DMFT），成为后来研究神经网络的混沌现

象的基础 [121]。1992年，H. Sompolinsky等人使用复本方法详细研究了感知机的学

习问题 [122]。2001年，J. Yedidia等人将推理问题与物理中的自由能最小化联系起

来，证明了信念传播算法（BP）的不动点是 Bethe自由能的极小值 [123]。2002年，

M. Mezard等人使用空腔方法分析了约束满足问题，提出调查传播算法 [124-125]。

在深度学习兴起后，统计物理，特别是自旋玻璃理论，成为了研究和解释神

经网络的重要工具。最近一些比较重要的工作有：S. Ganguli等人受非平衡态统计

物理的启发提出了生成扩散模型 [126]；L. Zdeborová等人使用复本方法研究了各类

神经网络的泛化误差和相变 [127]；A. Montanari等人使用随机矩阵理论研究了过参

数化模型的双下降现象 [128]；C. Pehlevan等人开发出一套新的基于核回归的框架研

究无限宽神经网络的性质 [129]；M. Helias 等人详细阐述了如何从统计场论视角来

研究神经网络的动力学和混沌现象 [130]；G. Biroli等人最近则使用统计物理方法在

理论上研究了生成扩散模型的不同动力学区域以及每个区域的性质 [131]。
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大语言模型示例泛化的自旋模型

球面 p自旋模型是自旋玻璃中一种十分重要的可解模型。1992年，A. Crisanti

等人利用复本方法研究了该模型的平衡态性质 [132]。2020年，F. Ricci-Tersenghi等

人详细讨论了该模型的空腔方程及其一阶复本对称性破缺对应的版本 [133]。本章中

我们以球面 p自旋模型为例，分别介绍复本方法和空腔方法。

我们考虑 N 个自旋 εi → R（i = 1, · · · , N）组成的系统，满足球面约束

N (σ) :=
N∑

i=1

ε2
i = N, (18)

并且具有 p体相互作用。系统的哈密顿量写为

H (σ) = −
M∑

α

Jα

∏

i∈∂α

εi, (19)

其中 α是相互作用的索引，Jα表示相互作用强度，∂α是参与相互作用 Jα的所有

自旋的索引的集合，固定 |∂α| = p表示系统具有 p体相互作用。我们假设 Jα是独

立同分布的随机变量，服从高斯分布，即

≃Jα〉 = 0,
〈
J2
α

〉
=

p!

2Np−1
, (20)

这样的方差设定可以保证哈密顿量 (19)是一个广延量。

要求系统满足式 (18) (19)，在数学上是一个约束问题，在物理上是一个微正则

系综，很容易写出系统的微观状态数为

!(N,E) =

∫ N∏

i=1

dεi δ
)
N −A (σ)

[
δ
)
E −H (σ)

[
. (21)

对该微正则系综做拉普拉斯变换

Z (N,E) =

∬

dN dE !(N,E) e−βE−λN , (22)

在数学上相当于使用拉格朗日乘数法转换约束问题，可以得到正则系综配分函数

Z (J) =

∫∏

i

dεi exp

(
−λ
∑

i

ε2
i + β

∑

α

Jα

∏

i∈∂α

εi

)
, (23)

其中 λ和 β 是拉格朗日乘子，在给定约束条件 N、E 时，如果拉格朗日乘子存在

实值，那么满足 N = −∂λ logZ，E = −∂β logZ。
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大语言模型示例泛化的自旋模型

3.2 复本方法

式 (23)所描述的系统，其性质取决于相互作用矩阵 J，而 J是一个不随时间

变化的随机变量，我们称这样的系统具有淬火无序。我们真正关心的自由能是对

J做无序平均后的结果，即

f =
1

N
EJF = − 1

βN
EJ lnZ. (24)

但是 EJ lnZ 这一项很难直接计算。一种方法是利用如下恒等式

E lnZ = lim
n→0

1

n
(EZn − 1) , (25)

将求解 E lnZ 转化为求解 EZn，这在物理上等同于对系统的 n 个副本进行平均，
因而被称为复本方法。根据式 (20)写出 P (J)的显式

P (J) =


Np−1

πp!
exp

]
−Np−1J2

p!

)
, (26)

因此可以计算

EJZ
n =

∫∏

α

dJα P (Jα)


∫∏

i

dεi exp

(
−λ
∑

i

ε2
i + β

∑

α

Jα

∏

i∈∂α

εi

)n
(27a)

⇒
∫∏

i,a

dεa
i e

−λ
∑

i,a(σ
a
i )

2
∏

α

∫

dJα exp

(
−Np−1

p!
J2
α + βJα

∑

a

∏

i∈∂α

εa
i

)
(27b)

⇒
∫∏

i,a

dεa
i exp

(
−λ
∑

i,a

(εa
i )

2 +
β2p!

4Np−1

∑

a,b

∑

α

∏

i∈∂α

εa
i ε

b
i

)
. (27c)

其中关于相互作用索引 α的求和可以重写为
∑

α =
∑

1≤i1<···<ip≤N，考虑到在大 N

极限下，相互作用的数量M 可以近似为

M = C p
N =

N(N − 1) · · · (N − p+ 1)

p!
≈ Np

p!
(28)

因此
∑

1≤i1<···<ip≤N

≈ 1

p!

N∑

i1,··· ,ip=1

. (29)
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大语言模型示例泛化的自旋模型

式 (27c)中的最后一项可以写为

β2p!

4Np−1

∑

a,b,α

∏

i∈∂α

εa
i ε

b
i ≈

β2

4Np−1

∑

a,b

∑

i1,··· ,ip

εa
i1ε

b
i1 · · · ε

a
ipε

b
ip (30a)

=
β2

4Np−1

∑

a,b

(
∑

i

εa
i ε

b
i

)p

(30b)

=
β2N

4

∑

a,b

qpab. (30c)

式 (30c)中定义了复本之间的重叠参量

qab =
1

N

∑

i

εa
i ε

b
i . (31)

利用狄拉克 δ函数及其傅里叶变换

1 =
∏

a<b

∫

dqab δ

(
Nqab −

∑

i

εa
i ε

b
i

)
(32a)

=
∏

a<b

∫ ∫

iR

dqabdq̂ab
2πi/N

exp

(
Nqabq̂ab − q̂ab

∑

i

εa
i ε

b
i

)
, (32b)

将 qab的定义引入到配分函数 (27c)中，得到

EJZ
n =

∫

(
∏

a<b

dqabdq̂ab
2πi/N

)
exp

(
N
∑

a<b

qabq̂ab −
β2N

4

∑

a,b

qpab

)

×
∫∏

i,a

dεa
i exp

(
−λ
∑

i,a

(εa
i )

2 −
∑

a<b

q̂ab
∑

i

εa
i ε

b
i

)
. (33)

最后一项积分可以计算为

I =
∏

i

∫∏

a

dεa
i exp

(
−λ
∑

a

(εa
i )

2 − 1

2

∑

a '=b

q̂ab ε
a
i ε

b
i

)
=

(
(2π)n

detQ

)N

, (34)

其中Q是一个 n× n的矩阵，

Qab = 2λδab + q̂ab(1− δab). (35)

18



大语言模型示例泛化的自旋模型

因此，配分函数 (33)可以写为

EJZ
n =

∫

(
∏

a<b

dqabdq̂ab
2πi/N

)
exp


NG[Q]


, (36)

其中

G[Q] =
∑

a<b

qabq̂ab −
1

4
β2
∑

a,b

qpab −
1

2
ln detQ+

n

2
ln(2π). (37)

式 (36)中的积分可以利用大 N 极限下的鞍点近似来评估，即

∫

dx eNf(x) ≈ eNf(x→), (38)

其中 f(x∗) = max f(x)。因此可以将自由能 (24)写为

−βf = lim
n→0

1

n
(EJZ

n − 1) = lim
n→0

1

n
G[Q'] ≡ G[Q']. (39)

要进一步计算 G[Q']，需要考虑序参量对于不同复本指标 a、b的依赖关系。最

朴素的假设就是各个复本都是等价的，即 qab = q，q̂ab = q̂，∀a .= b，这就是所谓的

复本对称性假设。需要注意，由于球面约束 (18)，qaa = 1。

在复本对称假设下，式 (37)可以计算为

G[Q] =
n(n− 1)

2
qq̂ − n(n− 1)

4
β2qp − n

4
β2

− 1

2
ln

(2λ+ q̂(n− 1)) (2λ− q̂)n−1]+ n

2
ln(2π). (40)

因此可以求得

2G[q, q̂] = −qq̂ +
1

2
β2(qp − 1)− q̂

2λ− q̂
− ln(2λ− q̂) + ln(2π). (41)

通过对 G[q, q̂]求导可以得到相应的极值点。令

∂G
∂q

= −q̂ +
1

2
β2pqp−1 ≡ 0, (42a)

∂G
∂q̂

= −q − q̂

(2λ− q̂)2
≡ 0, (42b)

可以得到

q̂ =
1

2
β2pqp−1, q = − q̂

(2λ− q̂)2
. (43)
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大语言模型示例泛化的自旋模型

另外利用拉格朗日因子 λ施加的约束条件 N = −∂ logZ/∂λ，即 ∂ G/∂λ = −1，可

以得到

1 =
1

2λ− q̂
− q̂

(2λ− q̂)2
. (44)

联立式 (43)和式 (44)，可以得到关于 q的迭代方程

β2pqp−2 =
2

(1− q)2
. (45)

将式 (43) (44) (41)代回式 (39)中，可以得到取无序平均后的自由能密度

−2βf =
1

2
β2 (1− qp) + ln(1− q) +

q

1− q
. (46)

这就是通过复本方法求解球面 p自旋模型的过程。

3.3 空腔方法

空腔方法是自旋玻璃理论中另一种重要的平均场理论方法。该方法将自旋系

统看作是一个由很多节点组成的图，与自旋有关的节点 {i}称为变量节点，与相互

作用有关的节点 {a}称为功能节点（请注意，在上一小节，我们使用 α作为相互

作用的索引，但是本小节我们改为使用 a）。如果相互作用是全连接的，那么系统

可以看作是一个完全图，反之，则称为稀疏图。

空腔方法引入了两个新的变量：空腔概率 ηi→a(εi)表示在移除变量节点 i与相

互作用节点 a之间的连接时，节点上的自旋取值 εi的概率；共轭空腔概率 η̂a→i(εi)

表示只有节点 a与节点 i之间的连接时，节点上的自旋取值 εi的概率。

对于 p自旋模型，一共有M = C p
N 个功能节点，每个功能节点 a连接 p个变

量节点 {i1, · · · , ip}，每个变量节点 i连接 K = C p−1
N−1 个功能节点。我们将配分函

数 (23)改写为因子联乘的形式

Z =

∫∏

i

dεi

∏

i

e−λσ2
i

∏

a

eβJa
∑

i∈∂a σi . (47)

然后据此写出标准的空腔迭代方程 [134]

ηi→a(εi) =
1

Zi→a

∏

b∈∂i\a

η̂b→i(εi), (48)

η̂a→i(εi) =
1

Za→i
e−λσ2

i /2K

∫ ∏

j∈∂a\i

dεj ηj→a(εj) exp

]
βJaεi

∏

j∈∂a\i

εj

)
. (49)
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迭代以上两组方程到达不动点以后，就可以计算每个自旋的边际概率分布

ηi(εi) =
1

Zi

∏

a∈∂i

ηa→i(εi), (50)

其中 Zi→a、Za→i和 Zi是归一化常数。

对于自旋数量比较大的系统，迭代方程 (48) (49) (50)需要巨大的计算资源和

时间。为了降低计算复杂度，一种近似方法是假设空腔概率 ηi→j(εi)是一个高斯

分布，即 ηi→j(εi) ∝ N (mi→j, vi→j)，然后推导出一阶矩 mi→j 和二阶矩 vi→j 的迭

代方程这种迭代方程被称为松弛信念传播（relaxed belief propagation, r-BP）方程。

我们假设在 N → ∞的极限下，空腔概率 ηi→a(εi)服从高斯分布

ηi→a(εi) =
1√

2πvi→a
exp

[
−(εi −mi→a)2

2vi→a


. (51)

将 J 展开到二阶，代入式 (48) (49)中，得到

η̂a→i(εi)

=
1

Ẑa→i

e−
λσ2

i
2K

∫ ∏

j∈∂a\i

dεj ηj→a(εj) exp


{

}βJaεi

∏

j∈∂a\i

εj




 (52a)

⇒ 1

Ẑa→i

e−
λσ2

i
2K



1 + βJaεi

∏

j∈∂a\i

mj→a +
β2J2

a

2
ε2
i

∏

j∈∂a\i


m2

j→a + vj→a




 (52b)

⇒ 1

Ẑa→i

e−
λσ2

i
2K exp


βJaεi

∏

j∈∂a\i

mj→a

+
β2J2

a

2
ε2
i

(
∏

j∈∂a\i

)
m2

j→a + vj→a

[
−
∏

j∈∂a\i

m2
j→a

)
, (52c)

以及

ηi→a(εi) =
1

Zi→a

∏

b∈∂i\a

η̂b→i(εi) (53a)

=
1

Zi→a
e−

λ
2 σ

2
i exp


βεi

∑

b∈∂i\a

Jb

∏

j∈∂b\i

mj→b

+
β2

2
ε2
i

∑

b∈∂i\a

J2
b

(
∏

j∈∂b\i

)
m2

j→b + vj→b

[
−
∏

j∈∂b\i

m2
j→b

)
. (53b)
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比较式 (51)和式 (53)，可以得到高斯分布的均值和方差满足的自洽方程

mi→a

vi→a
= β

∑

b∈∂i\a

Jb

∏

j∈∂b\i

mj→b, (54)

1

vi→a
= λ− β2

∑

b∈∂i\a

J2
b




∏

j∈∂b\i

)
m2

j→b + vj→b

[
−
∏

j∈∂b\i

m2
j→b

⟨

⟩ . (55)

在大 N 极限下，每个节点连接的功能节点数 K 也趋于无穷大，式 (54) (55)中的

求和可以用大数定律和中心极限定理来简化。注意到在大 K 极限下，相互作用

≃J〉 ∝ 1/K、≃J2〉 ∝ 1/K，因此 vi→a集中在其均值 v = E(vi→a)附近，而mi→a是

一个具有一阶矩m = E(mi→a)和二阶矩 v = E(m2
i→a)的高斯随机变量，满足

m

v
= β≃J〉Kmp−1, (56)

q

v2
= β2≃J2〉K qp−1 + β2≃J〉2K2m2(p−1), (57)

1

v
= λ− β2≃J2〉K

)
(q + v)p−1 − qp−1

[
. (58)

考虑到球面约束
∑

i≃ε2
i 〉 = N，可以得到恒等关系 q+ v = 1，从而进一步简化方程

λ =
1

1− q
+ β2≃J2〉K(1− qp−1), (59)

m = β≃J〉Kmp−1(1− q), (60)

q =

β2≃J2〉K qp−1 + β2≃J〉2K2m2(p−1)

]
(1− q)2. (61)

接下来，我们计算空腔方法得到的自由能，也称为 Bethe自由能，定义为 [135]

−βF = β




∑

a

Fa +
∑

i

Fi −
∑

(ai)

Fai

⟨

⟩ =
∑

a

logZa+
∑

i

logZi−
∑

(ai)

logZ(ai), (62)

其中

Za =

∫ ∏

i∈∂a

dεi ηi→a(εi) e
βJa

∏
i∈∂a σi , (63)

Zi =

∫

dεi

∏

a∈∂i

η̂a→i(εi), (64)

Z(ai) =

∫

dεi η̂a→i(εi) ηi→a(εi). (65)
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分别计算这三项对自由能的贡献，可以得到 [133]

Za = exp


βJa

∏

i∈∂a

mi→a +
β2

2
J2
a

(
∏

i∈∂a

)
vi→a +m2

i→a

[
−
∏

i∈∂a

m2
i→a

)
, (66)

Zi =


∏

a∈∂i

Ẑ−1
a→i


√
2π (1− q)1/2 exp

{
1

2

q

(1− q)

}
, (67)

Z(ai) =
1

Ẑa→i

(68)

因此
∑

a

logZa = βmpM≃J〉+ β2

2
(1− qp)M≃J2〉 = N

β2

4
(1− qp), (69)

∑

i

logZi =
N

2

[
log(1− q) +

q

(1− q)


−
∑

i

∑

a∈∂i

log Ẑa→i. (70)

注意到

∑

i

log(Zi)−
∑

(ai)∈E

log(Z(ai))

=
N

2

[
log(1− q) +

q

(1− q)


−
∑

i

∑

a∈∂i

log(Ẑa→i) +
∑

i

∑

a∈∂i

log(Ẑa→i) (71a)

=
N

2

[
log(1− q) +

q

(1− q)


. (71b)

代入式 (62)中，可以计算出自由能为

−βF =
N

2

[
β2

2
(1− qp) + log(1− q) +

q

(1− q)


(72)

这与我们之前使用复本方法得到的自由能 (46)是一致的。

3.4 复本对称性破缺

前两节中我们介绍的都是自旋玻璃在复本对称假设下的解。空腔方法中的不

断迭代的空腔概率（或称为“消息”），在热力学极限下可以稳定收敛到某个固定

的自洽分布，并且不依赖于初始条件。这种形式与复本对称假设是一致的：系统在

达到某个平衡态时，不同复本之间的重叠度 qab是相同的，即随机进行多次不同的

初始化，系统总是会达到同一个平衡态。这实际上是假设系统具有单一纯态，然

而这通常只在高温情况下是成立的。随着温度的降低，除了顺磁态以外，系统还

会出现很多被称为玻璃态的亚稳态，并且其数量呈指数级增长。
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类似于在经典热力学中使用熵 S = 1
N log

∑
i δ(E−Ei)来描述系统的能量状态

数，我们可以定义一个复杂度 Σ(f)来描述系统的亚稳态数目，其表达式为

Σ(f) =
1

N
log
∑

η

δ(f − fη), (73)

其中 fη 是玻璃态 η的自由能。通常来说，Σ(f)是 f 的单调递增函数，即随着自由

能 f 的增加，系统中具有相同自由能的亚稳纯态数量也在增加。

一般地，对于一个自旋玻璃系统，分别存在动力学临界温度 Td和热力学临界

温度 TK
[136]。在 Td以下，系统的遍历性（各态历经）假设失效，模型的动力学主

要受到自由能的较高的态控制；而在 TK以下，系统会发生相变，进入复本对称破

缺（RSB）相，此时玻尔兹曼分布会分散到多个不同的状态中，两种不同的构型可

以处于相同或不同的亚稳态中。此时系统的总自由能为

F = − 1

βN
log

∫

df e−N(βf−Σ(f)). (74)

可以看到，多个亚稳纯态的存在会为自由能带来了额外的贡献。式 (74)在定义上

是十分清楚的，但是我们无法表征不同的亚稳态并且对它们进行计数来获得 Σ(f)。

1995年，R. Monasson提出了耦合复本的方法来解决这个问题 [137]。具体来说，我

们引入 x个耦合在一起的复本，并确保他们在低温时都处于相同的纯态中，此时

x个复本的自由能可以写为

Φ(x) = − 1

β
max

f
(βxf − Σ(f)) , (75)

这样，复杂度 Σ就可以通过复本自由能的勒让德变换求出。一阶 RSB相的总自由

能与复本自由能之间的关系为 F = minx [Φ(x)/x]。

与复本对称相中空腔的高斯假设 (51)类似，在一阶复本对称破缺相中，我们

引入 x个复本耦合的联合高斯分布 [138]

ηi→a (σi) =

∫

dmi→a
1√

2π∆(0)
i→a

exp

(
−(mi→a − hi→a)

2

2∆(0)
i→a

)

× 1[√
2π∆(1)

i→a

x exp
(
−

x∑

α=1

(εα
i −mi→a)

2

2∆(1)
i→a

)
.

(76)

其中 σi = {εα
i }，α = 1, . . . , x。方差∆(1)

i→a刻画了在各个纯态内部 εi的涨落，而方
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差 ∆(0)
i→a则刻画了各个纯态的涨落。标记积分测度

∫

Dσi =

∫ x∏

α=1

dεα
i , (77)

并定义分布

Qi→a (mi→a) ≡
1√

2π∆(0)
i→a

exp

(
−(mi→a − hi→a)

2

2∆(0)
i→a

)
, (78)

可以写出每个自旋在空腔边际概率中的一阶和二阶矩

≃εα
i 〉 =

∫

Dσiε
α
i ηi→a (σi) =

∫

dmi→ami→aQi→a (mi→a) = hi→a, (79)

〈
(εα

i )
2〉 =

∫

Dσi (ε
α
i )

2 ηi→a (σi) =

∫

dmi→a


∆(1)

i→a +m2
i→a


Qi→a (mi→a)

= ∆(1)
i→a +∆(0)

i→a + h2
i→a, (80)

〈
εα
i ε

β
i

〉
=

∫

Dσiε
α
i ε

β
i ηi→a (σi) =

∫

dmi→am
2
i→aQi→a (mi→a) = ∆(0)

i→a + h2
i→a, (81)

即

hi→a = ≃εα
i 〉 , (82)

∆(1)
i→a =

〈
(εα

i )
2〉−

〈
εα
i ε

β
i

〉
= 1− qi→a

1 , (83)

∆(0)
i→a =

〈
εα
i ε

β
i

〉
− ≃εα

i 〉
2 = qi→a

1 − qi→a
0 , (84)

其中 qi→a
1 和 qi→a

0 分别是态之间和态内的局域重叠度。类似地，写出空腔方程

ηi→a (σi) ∝
∏

b∈∂i\a

η̂b→i (σi) , (85)

η̂a→i (σi) ∝ e−
λ
2K

∑x
α=1(σα

i )
2
∫ ∏

k∈∂a\i

Dσk ηk→a (σk) exp


βJa

x∑

α=1

εα
i

∏

k∈∂a\i

εα
k


. (86)

与上一小节类似，将 exp
{
βJa

∑x
α=1 ε

α
i

∏
k∈∂a\i ε

α
k

}
展开到二阶，可以得到

∫ ∏

k∈∂a\i

Dσkηk→a (σk) exp


βJa

x∑

α=1

εα
i

∏

k∈∂a\i

εα
k



⇒ exp


Âa→i

x∑

α=1

εα
i − 1

2
B̂(d)

a→i

x∑

α=1

(εα
i )

2 +
1

2
B̂(nd)

a→i

x∑

α '=β

εα
i ε

β
i


,

(87)
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其中

Âa→i = βJa

∏

k∈∂a\i

hk→a, (88)

B̂(d)
a→i = β2J2

a


∏

k∈∂a\i

h2
k→a −

∏

k∈∂a\i


∆(1)

k→a +∆(0)
k→a + h2

k→a


, (89)

B̂(nd)
a→i = β2J2

a


∏

k∈∂a\i


∆(0)

k→a + h2
k→a


−
∏

k∈∂a\i

h2
k→a


. (90)

功能节点到变量节点的消息可以计算为

η̂a→i (σi) ∝ exp


Âa→i

x∑

α=1

εα
i −

1

2

]
B̂(d)

a→i +
λ

K

) x∑

α=1

(εα
i )

2+
1

2
B̂(nd)

a→i

x∑

α '=β

εα
i ε

β
i


, (91)

变量节点到功能节点的消息则为

ηi→a (σi) ∝ exp

(
∑

b∈∂i\a

Âb→i

)
x∑

α=1

εα
i − 1

2

(
∑

b∈∂i\a

B̂(d)
b→i + λ

)
x∑

α=1

(εα
i )

2

+
1

2

(
∑

b∈∂i\a

B̂(nd)
b→i

)
x∑

α '=β

εα
i ε

β
i


.

(92)

为了简化记号，我们不妨定义

Ai→a ≡
∑

b∈∂i\a

Âb→i =
∑

b∈∂i\a

βJb

∏

k∈∂b\i

hk→b (93)

B(d)
i→a ≡ λ+

∑

b∈∂i\a

B̂(d)
a→i = λ−

∑

b∈∂i\a

β2J2
b


∏

k∈∂b\i


∆(1)

k→b +∆(0)
k→b + h2

k→b


−
∏

k∈∂bi

h2
k→b



(94)

B(nd)
i→a ≡

∑

b∈∂i\a

B̂(nd)
a→i =

∑

b∈∂i\a

β2J2
b


∏

k∈∂b\i


∆(0)

k→b + h2
k→b


−
∏

k∈∂b\i

h2
k→b


, (95)

那么空腔概率可以写为

ηi→a (σi) ∝ exp


Ai→a

x∑

α=1

εα
i − 1

2
B(d)

i→a

x∑

α=1

(εα
i )

2 +
1

2
B(nd)

i→a

x∑

α '=β

εα
i ε

β
i


. (96)

定义

uα =
Ai→a

B(d)
i→a − (x− 1)B(nd)

i→a

, Mαβ = δαβB
(d)
i→a + (1− δαβ)


−B(nd)

i→a


, (97)
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就可以把空腔概率再次写成高斯分布的形式

ηi→a (σi) =


detM
(2π)x

exp

{
−1

2
(σi − u)T M (σi − u)

}
. (98)

此时，式 (82) (83) (84)可以表示为

hi→a = ≃εα
i 〉 = uα, (99)

∆(0)
i→a =

〈
εα
i ε

β
i

〉
− [≃εα

i 〉]
2 = M−1

αβ , (100)

∆(1)
i→a =

〈
[εα

i ]
2〉−

〈
εα
i ε

β
i

〉
= M−1

αα −M−1
αβ , (101)

其中

M−1
αβ =

1
B(d)

i→a +B(nd)
i→a

δαβ +
B(nd)

i→a
B(d)

i→a +B(nd)
i→a


B(d)

i→a + (1− x)B(nd)
i→a

 . (102)

接下来我们再次应用中心极限定理，简化上述各条鞍点方程。首先注意到 hi→a

可以看作一个高斯随机变量，其一阶矩和二阶矩分别为

m ≡ ≃hi→a〉 =
β≃J〉Kmp−1

D(1) − xD(0)
(103)

q0 ≡
〈
h2
i→a

〉
=

β2

≃J2〉Kqp−1

0 + ≃J〉2K2m2(p−1)
]

(D(1) − xD(0))2
(104)

其中

D(1) ≡ λ− β2
〈
J2
〉
K
[)
q0 +∆(0) +∆(1)

[p−1 −
)
q0 +∆(0)

[p−1
]

(105)

D(0) ≡ β2
〈
J2
〉
K
[)
q0 +∆(0)

[p−1 − qp−1
0

]
(106)

而方差 ∆(0)
i→a和 ∆(1)

i→a集中在其均值附近，其一阶矩分别为

∆(0) =
D(0)

D(1) (D(1) − xD(0))
(107)

∆(1) =
1

D(1)
(108)

接下来，我们根据 J 的高斯分布性质 (20)，热力学极限下

K ∝ Np−1

(p− 1)!
=∞ ≃J2〉K ∝ p

2
, (109)

27



大语言模型示例泛化的自旋模型

的性质，记 ∆(0) = q1 − q0，∆(1) = 1− q1，≃J2〉K ∝ p
2，将鞍点方程写为闭合方程

β2p

2
qp−2
0 =

[
λ− p

β2

2

)
1− xqp−1

0 + (x− 1)qp−1
1

[2
(110)

q1 − q0 =
pβ2

2

)
qp−1
1 − qp−1

0

[
[
λ− pβ2

2

)
1− qp−1

1

[] [
λ− pβ2

2

)
1− xqp−1

0 + (x− 1)qp−1
1

[] (111)

1− q1 =
1

λ− pβ2

2

)
1− qp−1

1

[ (112)

类似复本对称相中 Bethe自由能的定义，一阶复本对称破缺自由能定义为 [139]

Φ(x) = −
(
∑

a

FRSB
a (x) +

∑

i

FRSB
i (x)−

∑

(ai)∈E

FRSB
ai (x)

)
(113)

其中

βFRSB
a (x) = log


∫ ∏

i∈∂a

[ dmi→aQi→a (mi→a)] e
xβFa({mi→a})


, (114)

βFRSB
i (x) = log


∫ ∏

a∈∂i

[
dm̂a→iQ̂a→i (m̂a→i)

]
exβFi({m̂a→i})


, (115)

βFRSB
ai (x) = log

{∫
dm̂a→i dmi→aQ̂a→i (m̂a→i)Qi→a (mi→a) e

xβFai(mi→a,m̂a→i)

}
,

(116)

而 Fa、Fi 和 Fai 分别是复本对称情况下的自由能。最终可以求得一阶复本对称破

缺自由能为 [133]

−xβF(x) =
M∑

a=1

βFRSB
a +

N∑

i=1

βFRSB
i −

∑

(ai)∈E

βFRSB
ai , (117)

=
xN

2

{
β2

2
[1− (1− x)qp1 − xqp0] +

q0
[1− xq0 − (1− x)q1]

+
x− 1

x
log (1− q1) +

1

x
log [1− xq0 − (1− x)q1]

}
. (118)
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4 线性注意力机制的自旋模型

4.1 线性注意力模型

回顾 Transformer中的自注意力机制

Y (X) = WVX · softmax
(
(WQX)# WKX√

dk

)
, (119)

其中的非线性函数 softmax(·)增强了模型的表达能力，但是也极大地增加了训练过
程中的计算成本。一种简化的方案是去掉 softmax(·)函数，使用线性注意力机制

Y (X) =
1

N
WVXX#W#

QWKX. (120)

为了进一步简化模型，可以将权重矩阵WQ和WK合并为W ≡ W#
QWK，并且取

WV = I，得到一个简化的线性注意力机制

Y (X) =
1

N
XX#WX. (121)

这就是我们在下文中主要讨论的模型。

接下来我们构建 ICL版本的线性回归任务。对于 D维线性回归任务，每个样

本由数据 x ∝ N (0, ID) 和对应的标签 y = w#x/
√
D 组成，其中任务向量 w ∝

N (0, ID)。在 ICL情景中，对于第 µ个输入矩阵，我们使用由同一个任务向量wµ

生成的N 个样本作为提示，使用一个额外的样本 (x̃, ỹ)作为查询，将输入矩阵Xµ

表示为

Xµ =



x
µ
1 · · · xµ

N x̃µ

yµ1 · · · yµN 0



 → R(D+1)→(N+1), (122)

其中查询标签 ỹ对应的位置被设置为 0。因此 ICL任务的样本为 (Xµ, ỹµ)。我们

将模型输出Y中最后一个元素作为模型对查询样本 x̃的预测值，即 ŷ = YD+1,N+1。

ICL的目标是利用提示对查询形成预测，由于每个 Xµ 都是由独立采样的 wµ

生成的，测试集中样本和数据之间的线性关系是模型在训练时没有见过的。我们

使用 P 个样本，也就是 P 个任务向量w进行训练，因此 P 也被称为任务多样性。
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预训练过程通过最小化均方误差损失函数来更新权重矩阵W，即

L =
1

2P

P∑

µ=1

(ŷµ − ỹµ)2 +
λ

2
∈W∈2, (123)

其中 λ是正则化强度或者权重衰减因子。模型的泛化误差定义为

εg = Ex,x̃,w


(ŷ − y)2

]
. (124)

4.2 自旋玻璃模型映射

对于类似线性回归这样的任务，如果我们只考虑输出矩阵的最后一个元素（而

不是最后一列）作为预测值，即 ŷ = YD+1,N+1，结合式 (121)，我们可以将模型对

于第 µ个输入矩阵X的预测值改写为

ŷµ = YD+1,N+1 =
1

N

∑

m,n,i

Xµ
D,iX

µ
m,iWm,nX

µ
n,N+1. (125)

通过行主序向量化操作 vec(·) : Rd1→d2 → Rd1d2，我们可以将权重矩阵W映射为向

量 σ = vec(W)，将其他与数据有关的结构映射为向量 sµ = vec (Sµ)，其中

Sµ
mn =

1

N

∑

i

Xµ
D+1,iX

µ
m,iX

µ
n,N+1. (126)

这样就可以将式 (125)改写为 ŷµ =
∑

i εis
µ
i，因此，损失函数 (123)可以写为

L =
1

2P

P∑

µ=1

]
ỹµ −

∑

i

εis
µ
i

)2

+
λ

2
∈W∈2 (127a)

=
1

2P

∑

µ,i,j

sµi s
µ
j εiεj −

1

P

∑

µ,i

ỹµsµi εi +
1

2
λ
∑

i

ε2
i (127b)

这个形式与Hopfield模型 [118]十分相似，这启发我们定义相互作用 Jij ≡ − 1
P

∑
µ s

µ
i s

µ
j、

外场 hi ≡ 1
P

∑
µ ỹ

µsµi 以及正则化因子 λi ≡ λ − 1
P

∑
µ (s

µ
i )

2，并将损失函数改写为

一个哈密顿量的形式

H(σ) = −
∑

i<j

Jijεiεj −
∑

i

hiεi +
1

2

∑

i

λiε
2
i . (128)

显然，这是一个全连接的自旋玻璃模型。
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我们将预训练数据集中的无序性，包括潜在任务向量 w的多样性，编码为自

旋之间的相互作用，以及自旋感受到的外场。将注意力机制中要训练的参数编码

为自旋。基于给定的数据集，一旦我们求解了哈密顿量 (128)的基态，就可以得到

注意力机制中的最优参数 σ∗，从而得到最优的预测值 ŷ∗。

4.3 相互作用和外场的统计性质

自旋玻璃模型的性质主要取决于相互作用和外场的分布。与传统的自旋玻璃

模型直接使用高斯分布不同 [132]，我们的模型中的相互作用 J和外场 h是由数据

集构造而来，其统计分布更加复杂，并且很难得到解析的概率密度函数 [140]。在本

节中，我们通过数值方法对 J和 h的分布做一些简单的分析。

我们将输入矩阵重新表示为如下形式

X =



 X0 x̃

y#
0 0



 , (129)

其中X0 = [x1,x2, · · · ,xN ] → RD→N 表示用作提示的数据，y0 = X#
0 w/

√
D是对应

的标签，x̃是用于预测的数据。因此我们可以计算

XX# =



 X0 x̃

y#
0 0







 X#
0 y0

x̃# 0



 =



 X0X#
0 + x̃x̃# X0y0

y#
0 X

#
0 y#

0 y0



 , (130)

图 5 矩阵 S、H 和 J 的分块结构以及各个分块的统计分布。(a)矩阵 S的分块：A → RD×D、
B → RD 和 0 → RD+1。(b)矩阵H的分块：C → RD×D、D → RD 和 0 → RD+1。(c)对称矩阵 J
的分块：C → RD(D+1)×D(D+1)、D → RD(D+1)×(D+1)和 E → R(D+1)×(D+1)。(d)不同分块的统计
分布，来自 100 000个 (P,D,N) = (1 000, 10, 100)的系综统计结果。
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并且将 S重新写为

S =
1

N



 X0y0

y#
0 y0



⊗



 x̃

0



 =
1

N



 X0y0x̃# 0

y#
0 y0 x̃# 0



 . (131)

显然，S矩阵可以分为三个不同的分块，如图 5 (a)所示，最后一列为全零向量，而

其他两个分块分别标记为A（m < D+1, n .= D+1）和 B（m = D+1, n .= D+1。

结合 J和 h的定义，H = vec−1(h)也有两个主要的分块，分别标记为 C 和 D，如

图 5 (b)所示；J有三个主要分块，分别标记为 E、F 和 G，如图 5 (c)所示。

事实上，我们可以写出 J和 H矩阵中每个分块的元素的具体表达式。用 C、

D分别表示 C、D分块中的元素，那么

Cij =
1

PDN

∑

µ,k

wkx̃
µ
k

∑

m

xµ
im

∑

n

wnx
µ
nmx̃

µ
j , (132a)

Di =
1

PDN

∑

µ,k

wkx̃
µ
k

∑

m

∑

n

wnx
µ
nm

2
x̃µ
i , (132b)

其中所有的变量 w, x, x̃ 都是独立同分布的标准高斯随机变量。我们用 P (C) 和

P (D)分别表示分块 C 和 D 中元素的分布，它们都是许多高斯随机变量的和与积

的复合形式。这样，我们也可以将其他分块的元素写为：E = C1C2、F = C1D1和

G = D1D2，其中 C1, C2 ∝ P (C)，D1, D2 ∝ P (D)。

通过上述表达式直接求解这些分布的概率密度函数是非常困难的，这里我们

只给出一些数值结果，如图 5 (d)所示。我们还绘制了各个分块的元素分布随着 N

变化的 KL散度，如图 6所示。可以看到，C、E、F 分块的元素分布对示例长度

N 比较敏感，而 D、G 分块的元素分布对 N 的依赖性较弱。

图 6 不同分块的元素分布随着 N 变化的 KL散度 DKL[PN∈PN+∆N ]。图中的结果对 1 000个
P = 1000、D = 20、N = 20的样本取了平均。
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4.4 基于平均场理论的解决方案

4.4.1 空腔方法

回顾在 4.2小节中定义的哈密顿量 (128)，在系统处于平衡态时，自旋构型的

玻尔兹曼分布可以写为

P (σ) =
1

Z
e−βH(σ) =

1

Z

∏

i

eβhiσi−βλ
2 σ2

i

∏

i<j

eβJijσiσj , (133)

其中 Z 是配分函数，β 是逆温度。

这种系统可以使用第 3.3小节中介绍的空腔方法来求解。同样地，定义空腔概

率 ηi→ij(εi)表示当不考虑自旋 i与自旋 j 的相互作用时自旋 i的概率分布，并定

义其共轭概率 ηij→i(εi)表示只考虑自旋 i与自旋 j 的相互作用时自旋 i的概率分

布。根据式 (133)的形式，我们可以写出标准的空腔迭代方程（也被称为信念传播

方程，参考教材 [134]）

ηi→ij(εi) =
1

zi→ij
exp

]
βhiεi −

βλ

2
ε2
i

) ∏

ik∈∂i\ij

ηik→i(εb), (134)

ηij→i(εi) =
1

zij→i

∫ ∏

j∈∂ij\i

dεj ηj→ij(εj) exp (βJijεiεj) . (135)

注意到我们的模型只考虑二体相互作用，这意味着 ∂ij\i只包含一个元素 j，因此

可以省略乘积符号
∏

j∈∂ij\i，并且可以将 i → ij 简化为 i → j，将 ij → i简化为

j → i。因此可以将式 (134)和式 (135)合并为

ηi→j(εi) =
1

zi→j
exp

]
βhiεi −

1

2
βλiε

2
i

) ∏

k '=i,j

[∫
dεk ηk→i(εk) exp (βJikεiεk)


.

(136)

其中 ηi→j(εi)表示在系统中移除掉自旋 j 后自旋 i的概率分布。

不断迭代式 (136)得到各个自旋节点的空腔概率后，就可以计算每个自旋的边

际概率分布为

ηi(εi) =
1

zi
exp

]
βhiεi −

1

2
βλiε

2
i

)∏

j '=i

∫

dεj ηj→i(εj) exp (βJijεiεj) . (137)

取 β → ∞，就可以获得系统处于基态时每个自旋取值的概率分布。
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4.4.2 松弛信念传播方程

在第 3.3小节中提到过，直接迭代式 (136)的复杂度较高，我们可以使用高斯

近似推导出 r-BP方程，简化这个迭代过程。为了验证这个直觉，本节中我们不直

接假设 ηi→j(εi)是高斯分布 (51)，而是从式 (136)出发，通过傅里叶变换和泰勒展

开，得到空腔概率的近似形式。

定义 ξi→j =
∑

k '=i,j βJikεk 和 G(ξi→j) = eσiξi→j，那么可以将式 (136)写为

ηi→j(εi) =
1

zi→j
eβhiσi− 1

2βλiσ2
i

∫ ∏

k '=i,j

[dεk ηk→i(εk)]G(ξi→j) (138a)

=
1

zi→j
eβhiσi− 1

2βλiσ2
i

∫ ∏

k '=i,j

[dεk ηk→i(εk)]

∫

dξ̂i→j Ĝ(ξ̂i→j) e
iξi→j ξ̂i→j (138b)

=
1

zi→j
eβhiσi− 1

2βλiσ2
i

∫

dξ̂i→jĜ(ξ̂i→j)
∏

k '=i,j

Ik→i. (138c)

其中，在式 (138b)中我们引入了 G(ξ)的傅里叶变换 Ĝ(ξ̂i→j)，并且将一些常数项

移到归一化因子 zi→j 中。式 (138c)中的 Ik→i定义为

Ik→i ≡
∫

dεk ηk→i(εk) exp
[
iξ̂ (βJikεk)

]
. (139)

这个积分可以详细计算为

Ik→i ≈
∫

dεk ηk→i(εk)

[
1 + iξ̂ (βJikεk)−

1

2
ξ̂2 (βJikεk)

2


(140a)

= 1 + iξ̂βJik

∫

dεk ηk→i(εk)εk −
1

2
ξ̂2β2J2

ik

∫

dεk ηk→i(εk)ε
2
k (140b)

= 1 + iξ̂βJikmk→i −
1

2
ξ̂2β2J2

ik

)
vk→i +m2

k→i

[
(140c)

⇒ exp

[
iξ̂βJikmk→i −

1

2
ξ̂2β2J2

ikvk→i


. (140d)

其中，在式 (140a)中，我们使用了泰勒展开，忽略了高阶项；在式 (140b)中，我

们定义了消息（即空腔边际概率）的均值mk→i和方差 vk→i分别为

mk→i ≡
∫

dεk ηk→i(εk) εk, (141)

vk→i ≡
∫

dεk ηk→i(εk) ε
2
k −m2

k→i; (142)

在式 (140d)中，我们忽略了 Jij 的高阶项，并将表达式写回指数形式。然后，将式
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(140d)代回式 (138c)，可以得到

ηi→j(εi) =
1

zi→j
exp

]
βhiεi −

1

2
βλiε

2
i

)

×
∫

dξ̂i→jĜ(ξ̂i→j)
∏

k '=i,j

exp

[
iξ̂i→jβJikmk→i −

1

2
ξ̂2i→jβ

2J2
ikvk→i


. (143)

对上式做逆傅里叶变换，将 Ĝ(ξ̂i→j)重表示为 G(ξi→j)，可以得到

ηi→j(εi) =
1

zi→j
exp

]
βhiεi −

1

2
βλiε

2
i

) ∫

dξ̂i→j

∫

dξi→j G(ξi→j)

× exp

−iξi→j ξ̂i→j

 ∏

k '=i,j

exp

[
iξ̂i→jβJikmk→i −

1

2
ξ̂2i→jβ

2J2
ikvk→i


(144a)

=
1

zi→j
exp

]
βhiεi −

1

2
βλiε

2
i

) ∫

dξi→j G(ξi→j)

×
∫

dξ̂i→j exp

[
− 1

2


β2
∑

k '=i,j

J2
ikvk→i


ξ̂2i→j + i


β
∑

k '=i,j

Jikmk→i − ξi→j


ξ̂i→j



(144b)

=
1

zi→j
eβhiσi− 1

2βλiσ2
i

∫

dξi→j G(ξi→j) exp


− 1

2


ξi→j − β

∑
k '=i,j Jikmk→i

2

β2
∑

k '=i,j J
2
ikvk→i


.

(144c)

因此我们可以定义 ξi→j 的均值和方差

Mi→j = β
∑

k '=i,j

Jikmk→i, Vi→j = β2
∑

k '=i,j

J2
ikvk→i, (145)

并进一步计算空腔概率 ηi→j(εi)为

ηi→j(εi) =
1

zi→j
eβhiσi− 1

2βλiσ2
i

∫

dξi→j G(ξi→j) exp


−(ξi→j −Mi→j)

2

2Vi→j


(146a)

=
1

zi→j
eβhiσi− 1

2βλiσ2
i

×
∫

dξi→j exp

[
−1

2

1

Vi→j
ξ2i→j +

]
Mi→j

Vi→j
+ εi

)
ξi→j −

M2
i→j

2Vi→j


(146b)

=
1

zi→j
eβhiσi−βλ

2 σ2
i exp

]
Mi→jεi +

1

2
Vi→jε

2
i

)
(146c)

=
1

zi→j
exp

[
−1

2
(βλi − Vi→j) ε

2
i + (βhi +Mi→j) εi


. (146d)
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正如预期的那样，式 (146d)表明 ηi→j(εi)服从高斯分布N (mi→j, vi→j)，其均值和

方差分别为

mi→j =
βhi +Mi→j

βλi − Vi→j
, vi→j =

1

βλi − Vi→j
. (147)

迭代式 (145) (147)达到不动点后，就计算边际概率分布

ηi(εi) =
1

zi
exp

]
βhiεi −

1

2
βλiε

2
i

)

×
∏

j '=i

{∫
dεj exp

[
−1

2
(βλj − Vj→i) ε

2
j + (βhj + βJijεi +Mj→i) εj

}

(148a)

=
1

zi
exp

]
βhiεi −

1

2
βλiε

2
i

)∏

j '=i

exp


(βhj + βJijεi +Mj→i)

2

2 (βλj − Vj→i)


(148b)

=
1

zi
exp


− 1

2


βλi −

∑

j '=i

β2J2
ijvj→i


ε2
i +


βhi +

∑

j '=i

βJijmj→i


εi


. (148c)

式 (148c)表明每个节点的边际概率分布 ηi(εi)也服从高斯分布 Pi(εi) ∝ N (mi, vi)，

其均值和方差分别为

mi =
βhi + β

∑
j '=i Jijmj→i

βλi − β2
∑

j '=i J
2
ijvj→i

, vi =
1

βλi − β2
∑

j '=i J
2
ijvj→i

. (149)

现在，我们可以通过迭代式 (145) (147)，得到每个节点的空腔概率的均值和方差，

然后代入式 (149)，得到每个自旋的均值和方差。

4.4.3 近似消息传递方程

上一小节得到的 r-BP迭代方程的空间复杂度仍为 O(D4)，我们尝试通过移除

形如 i → j 这样的箭头来降低复杂度。定义

Mi = Mi→j + βJijmj→i, Vi = Vi→j + β2J2
ijvj→i, (150)

我们发现

mi −mi→j =
βhi +Mi

βλ− Vi
− βhi +Mi→j

βλ− Vi→j
(151a)

=
βJijmj→i(βλi − Vi) + β2J2

ijvj→i(βhi +Mi)

β2λ2
i − 2βλiVi + V 2

i

∝ O
]

1

D2

)
, (151b)
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以及

vi − vi→j =
1

βλ− Vi
− 1

βλ− Vi→j
=

β2J2
ijvj→i

β2λ2
i − 2βλiVi + V 2

i

∝ O
]

1

D4

)
. (152)

在大 D极限下（实际上，只要 D不太小），我们可以将 r-BP方程简化为近似消息

传递（approximate message passing, AMP）方程

mi =
βhi + β

∑
j '=i Jijmj

βλi − β2
∑

j '=i J
2
ijvj

, vi =
1

βλi − β2
∑

j '=i J
2
ijvj

. (153)

在这种情况下，我们只需要迭代以上关于 (mi, vi) 的方程达到不动点，就可以得

到每个自旋的均值和方差。AMP方程的空间复杂度为 O(D2)，计算开销远远小于

r-BP方程。

通过式 (153)得到每个自旋的均值 {mi}后，通过逆向量化操作W = vec−1(σ)，

就可以得到神经网络模型的权重参数。
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5 结果与讨论

5.1 线性回归任务的最优解

对于线性回归任务来说，我们可以从理论上推导出模型 (121)的最优解。将权

重矩阵也按照X的形式分为四个分块，即

W =



W11 W12

W21 W22



 , (154)

其中W11 → RD→D，W12 → RD→1，W21 → R1→D，W22 → R。利用分块矩阵乘法，

可以计算

WX =



 W11 W12

W21 W22







 X0 x̃

y#
0 0



 =



 W11X0 +W12y#
0 W11x̃

W21X0 +W22y#
0 W21x̃



 . (155)

那么，结合式 (130)和模型的预测值 ŷ = YD+1,N+1，可以得到

ŷ =
1

N

[
XX#WX

]

D+1,N+1
(156a)

=
1

N

[
y#
0 X

#
0 W11x̃+ y#

0 y0W21x̃
]

(156b)

=
1

N

[]
1√
D
X#

0 w'

)#

X#
0 W11x̃+

]
1√
D
X#

0 w'

)#] 1√
D
X#

0 w'

)
W21x̃


(156c)

=
1

N

[
1√
D
w#

' X0X
#
0 W11x̃+

1

D
w#

' X0X
#
0 w'W21x̃


(156d)

=
1√
D
w#

' C0

]
W11 +

1√
D
w'W21

)
x̃, (156e)

在式 (156c)中，使用了y0 = X#
0 w'/

√
D；在式 (156d)中，我们定义了C0 =

1
NX0X#

0。

结合实际标签的定义 ỹ = w#x̃/
√
D，一个训练良好的权重具有应该满足如下条件：

C0

]
W11 +

1√
D
w'W21

)
= ID. (157)

这样，模型的预测值 ŷ就可以收敛到实际标签 ỹ。

如果矩阵 X0 每个元素都是独立同分布的高斯随机变量，即 X0 ∝ N (0, ID)，

在比例极限下，即D,N → ∞但是N/D ∝ O(1)，矩阵C0是一个归一化的Wishart
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图 7 Wishart随机矩阵的谱密度。D = 100，结果来自对 10000个矩阵的统计。

随机矩阵。我们在图 7中展示了Wishart随机矩阵的谱密度，可以看到，随着N 的

增大，矩阵的本征值逐渐集中在 1附近。

实际上，对于N 足够大的情况，我们可以考虑将Wishart矩阵看作一个单位矩

阵和一个噪声矩阵的和。定义噪声矩阵 ε = C0−ID，其对角项为 εii =
1
N

∑
k X

2
0,ik−

1，其中
∑

k X
2
0,ik ∝ χ2(N)服从卡方分布；非对角项为 εij =

1
N

∑
k X0,ikX0,jk，其中

X0,ik、X0,jk ∝ N (0, 1)服从高斯分布。根据中心极限定理， 1
Nχ2(N) ≈ N (1, 2/N)，

我们可以看出对角项的方差为 2/N，而非对角项的方差为 1/N。这种小方差的涨

落允许我们在实践中取 C0 ≈ ID，从而将式 (157)简化为

W11 +
1√
D
w'W21 = ID. (158)

式 (158)可以写成一个具有 D2 +D个变量的线性方程组。给定一个输入矩阵

X，就是指定了一个任务向量 w'，也就写出了关于式 (158)的 D2 个方程。因此，

线性方程组的解理论告诉我们：当输入矩阵 P = 1时，权重矩阵W有无穷多解；

而当 P > 1时，方程组有唯一解，即W'
11 = ID，W'

21 = 0。

图 8 在 50次的不同初始化下，方程 (157)的解与方程 (158)的最优解的欧氏距离在 SGD训
练过程中的变化。右上角的插图：5000次的不同初始化下，求解出的欧氏距离的统计分布。
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为了进一步验证，我们使用 SGD算法直接求解方程 (157)，然后计算这个解与

方程 (158)的最优解的欧几里得距离，定义为 Distance = ∈W11− ID∈+∈W21−0∈。

我们取多次不同的初始化，即给定不同的 C0 和 w'，结果如图 8所示，只有极少

数初始化产生了较大的距离，这表明我们的近似是合理的。

接下来，我们选取了 P = 10和 P = 1000两种不同的数据量进行 SGD训练，

结果如图 9 (a)所示。对于 P = 10的情况，模型的测试误差非常大，训练结束后

的权重矩阵如图 9 (b)所示，并没有达到我们期望的最优解W11 = ID和W21 = 0。

而对于 P = 1000的情况，模型的测试误差已经收敛到一个很小的值，训练结束后

的权重矩阵如图 9 (c)所示，十分接近理论上的最优解。同时，我们也使用 AMP算

法进行迭代，将其结果还原成矩阵形式，如图 9 (d)和 (e)所示。可以看到，AMP

算法得到的均值与理论上的最优解一致。由于权重矩阵的最后一列不参与训练过

程，并且初始化为 N (0, 1)，因此 AMP的结果中对应的方差为 1。

图 9 ICL任务的测试误差和权重矩阵。图 (a)：P = 10和 P = 1000对应的 SGD测试误差。
图 (b)和 (c)：图 (a)中两条曲线末端对应的权重矩阵。图 (d)和 (e)：AMP算法得到的均值和
方差。图 (a)到 (e)共享右下角的颜色条。

5.2 模型的凸性与能量景观

在机器学习中通常使用海森矩阵来描述损失函数的曲率，从而判断模型的凸

性和优化难度。如果海森矩阵是正定的，即所有特征值都是正的，那么损失函数

是严格凸的，只有一个全局最小值，模型的优化会非常简单；如果海森矩阵是半

正定的，即所有特征值都是非负的，那么损失函数是凸的，但是可能存在局部平

坦的区域；如果海森矩阵有负特征值，那么损失函数是非凸的，可能存在鞍点或

者局部极小值，此时模型的优化难度会非常大。

对于能量景观 (128)，我们可以计算其海森矩阵为 [141]

Hij =
∂2H

∂εi∂εj
=

1

P

P∑

µ=1

sµi s
µ
j . (159)
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图 10 不同数据量 P 对应的海森矩阵的谱密度，D = 20，N = 100，结果来自对 5 000个矩
阵的统计。右上角的插图：不同 P 和 D的情况下零本征值的比例。

即H =
〈
ss#

〉
。对于任意一个向量 v → RD，我们可以计算

v#Hv = v# 〈ss#
〉
v =

〈)
v#s

[2〉 ≥ 0, (160)

这表明海森矩阵H是半正定的，因此我们的模型是一个凸优化问题。

在图 10中，我们展示了海森矩阵的谱密度，可以看到，H的所有本征值都是

非负的，但是在 P 比较小的时候，会有大量的零本征值。图 10右上角的插图展示

了不同 P 和 D的情况下零本征值的比例。在 D比较大而 P 比较小（即训练数据

不足）的情况下，零本征值的比例甚至达到了 98%以上。

图 11 自旋玻璃模型的能量景观，D = 10，N = 50，λ = 0.01，图 (a)对应 P = 10，图 (b)对应
P = 1000。为了绘制这个景观，我们首先从整个权重空间中随机采样 1 000个点通过式 (128)
计算每个点的能量值。然后，我们通过 T分布随机近邻嵌入（t-SNE）算法 [142]将 (D + 1)2维
的权重空间映射到二维平面上，通过径向基函数（RBF）插值算法绘制能量曲面。红色表示能
量高的区域，蓝色表示能量低的区域。

在图 11中，我们展示了自旋玻璃模型 (128)的能量景观。我们可以看到，在

P 比较小的时候，由于海森矩阵存在大量的零本征值，能量景观表现出局部平坦

的特征，此时的训练动力学容易被困在这些平坦谷地中，导致模型的训练效果不

好，这与玻尔兹曼机器的学习特征很相似 [143]。当 P 比较大的时候，能量景观表现

出只有一个全局最小值，此时模型很容易到达全局最优解。
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图 12 AMP算法得到的结果及其与 SGD结果的比较。图 (a)：对比度 C 的热力图，D = 20，
λ = 1，β = 100，左下角的空白区域代表 AMP算法没有收敛。图 (b)：AMP与 SGD得到的泛
化误差的比较。P = 10 000，D = 20，λ = 0, 01，β = 100。所有的结果对 50次实验取平均值。

5.3 近似消息传递算法的结果

为了衡量我们的模型是否捕捉到了理论最优解的特征，我们定义 AMP算法得

到的均值m和单位矩阵 ID 之间的余弦相似度为对比度

C =

[
≃m, ID〉

∈m∈2∈ID∈2


(161)

其中 ≃A,B〉 =
∑

ij AijBij 表示矩阵内积，方括号 [· · · ]表示对数据集的平均。对比

度 C 的值越接近 1，说明 AMP算法预测的模型效果越好。

我们绘制了对比度 C 的热力图，如图 12 (a)所示，展示了对比度 C 随着任务

多样性 P 和提示长度 N 的变化情况。可以看到，当任务多样性增加时，模型的训

练效果逐渐变好，最终收敛到一个全局最优解；而当任务多样性保持较大值时，增

加提示长度会进一步降低模型的泛化误差，这与最近的实证研究 [50] 和基于随机矩

阵的理论研究 [52] 一致（尽管设置略有不同）。此外，AMP算法得到的结果与 SGD

算法得到的结果完全一致，如图 12 (b)所示，这再次验证了我们的自旋玻璃模型

能够预测在提示中未见过的嵌入函数的能力，该函数由H(σ)的基态决定。

5.4 在更复杂的任务和模型上的结果

5.4.1 在非独立同分布任务上的结果

在先前的实验中，我们只考虑了数据都是独立同分布的任务。为了验证我们

的理论能否胜任更复杂的情况，我们模仿语言任务中的上下文关联，为矩阵X0中

的元素引入一些关联性。具体来说，我们考虑X0中的元素具有如下协方差 [144]

≃xijxkl〉 = δik [c+ (1− c)δjl] . (162)

此时图 5 (c)中的相关分布改为如图 13所示。
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图 13 具有不同协方差 c的数据产生的不同分块的元素分布。

图 14 AMP 和 SGD 的泛化误差随着协方差 c 的变化。P = 10 000，D = 20，N = 200，
λ = 0.01，β = 100。所有结果都对 20次实验取平均值。

保持其他设置不变，我们绘制了 SGD和 AMP在这个上下文相关的数据集上

的表现，如图 14所示。尽管泛化误差与 c的关系并不是单调的，但 AMP的结果

仍然能够与 SGD匹配。

5.4.2 在更复杂的模型上的结果

为了验证我们的理论在更复杂的注意力结构下的鲁棒性，我们在不同的模型

上进行了实验。我们考虑以下几种模型：

1. 简化的线性注意力（Simplified Linear Attention，SLA）模型，形式为

YSLA =
1

N
XX#WX. (163)

其中W → R(D+1)→(D+1)。

2. 全线性注意力（Full Linear Attention，FLA）模型，形式为

YFLA =
1

N
WVXX#WX. (164)

其中W,WV → R(D+1)→(D+1)。
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3. 缩放点积注意力，即 Softmax注意力（Softmax Attention，SA）模型，形式为

YSA = WVX · Softmax

]
(WQX)#WKX√

D

)
. (165)

其中WQ,WK → RH→(D+1)、WV → R(D+1)→(D+1)。

4. 小型完整 Transformer编码器（TF）模型，形式为

YTF = z1 + z3, (166)

z1 = YSA(X) +X, (167)

z2 = ReLU (W1 · z1 + b1) , (168)

z3 = W2 · z2 + b2, (169)

其中 YSA(X)是标准的自注意力机制 (165)，W1、W2 和 b1、b2 是前馈网络

的权重和偏置。

5. 多头线性注意力（Multi-head Linear Attention，MHLA）模型，形式为

YMHLA = WO


Y1

FLA,Y
2
FLA, · · · ,YM

FLA

]
, (170)

其中 Yi
FLA 是第 i个头的输出，WO → RD→(D+1)M 是可学习的读出矩阵，M

是注意力头的数量。

我们使用以上模型对第 4.1 小节中介绍的线性回归任务进行训练，结果如图

15所示。可以看出，SLA、FLA和MHLA三种线性模型的泛化误差比较接近，也

与我们的理论结果一致。SA和 TF模型的泛化误差较高，这是因为线性模型在线

性任务中更具计算优势，而非线性机制在此任务中较难获得简洁的解析结果。

图 15 不同 Transformer设置下的泛化误差的比较。λ = 0.01，P = 10 000，D = 20，AMP的
β = 100，SA和 TF的 H = 32，MHLA的M = 10。所有的结果都对 100次独立实验取平均。
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5.5 讨论

5.5.1 合并权重矩阵与分离权重矩阵的模型在动力学上的区别

在本节中，我们讨论前文中使用的合并的权重矩阵W的模型和使用分离的权

重矩阵WQ和WK的标准线性注意力模型之间的区别。具体来说，我们考虑如下

两种线性注意力机制：

1. 合并权重的线性注意力：

Ymerged =
1

N
XX#WX, (171)

2. 分离权重的线性注意力：

Yseparate =
1

N
XX#W#

QWKX, (172)

图 16 使用 SGD 训练的合并权重和分离权重模型的损失和权重矩阵。(a) 数据欠缺情况下
（α = 0.3）的训练和测试损失。(b)两种模型的测试误差随着数据密度变化表现出双下降现象。
(c)数据丰富情况下（α = 1.8）的训练和测试损失。(d)两种模型在 (a)图动力学结束时的权重
矩阵。(e)两种模型在 (c)图动力学结束时的权重矩阵。参数：D = 20，N = 100，λ = 0。图
(b)的结果取 50次实验的平均值。

两种方案的泛化误差在无岭极限 λ → 0 下均表现出预期的双下降现象，如

图 16 (b)所示。在数据欠缺（α ≡ P/D2 < 1）的情况下，两种方案的训练过程动力

学相似，分离权重模型Yseparate的泛化误差相对较低，如图 16 (a)所示，但是两种模

型都未能捕捉到正确的权重结构，如图 16 (d)所示。在数据丰富（α ≡ P/D2 > 1）

的情况下，分离权重模型在测试数据集上的收敛速度更快，但两种方案的最终泛

化性能非常相近，如图 16 (c)所示，并且两种模型的权重矩阵都接近于对角结构，

与理论结果一致。这些结果为我们在前文中使用的合并权重模型提供了合理性。
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5.5.2 我们的模型能否看作一个纯自旋玻璃模型？

在前文中，我们使用实际任务的数据构造了相互作用 J和外场 h，并求解了

式 (128)所描述的自旋模型。一个自然的问题是，我们的模型是否可以看作一个纯

自旋玻璃问题，即 J和 h是直接从某种分布中采样的，而不是由数据构造的。

图 17 使用高斯分布和混合高斯分布拟合的各个分块的元素分布。图 (a)展示了完整的概率
密度函数，图 (b)展示了概率密度函数底部拟合效果不好的区域。

在数学上很难通过式 (132)得到 C、D分块的分布对应的概率密度函数，对于

分块 E、F 和 G来说就更加困难了。但我们可以通过数值方法，用简单的高斯分布

或高斯混合分布对其进行近似拟合。如图 17 (a)所示，我们在 P = 1000、D = 10、

N = 100的情况下对所有分块的分布进行了拟合，但是拟合得到的概率密度函数

丢失了一些底部的细节，如图 17 (b)所示。

然后，我们从数值拟合得到的概率密度函数中随机重新采样生成 J和 h，如

图 18 (a) (b)所示。我们使用相同的参数运行 AMP方程，结果如图 18 (c) (d)所示，

表明 AMP仍然能够捕捉到最优解的对角结构。

图 18 (a)从拟合的概率密度函数中重新采样生成的H矩阵。(b)从拟合的概率密度函数中重
新采样生成的 J矩阵。(c)通过 AMP方程求解得到的权重矩阵的均值m。(d)通过 AMP方程
求解得到的权重矩阵的方差 v。参数：P = 1000，D = 10，N = 100，λ = 1。

这些结果表明，我们的模型可以看作一个纯自旋玻璃模型，尽管在实际任务

中 J和 h是由数据构造的，但是只要能够得到其概率密度函数，就可以直接采样

得到 J和 h，并且使用 AMP方程进行求解。
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6 总结与展望

本文的工作旨在探究大语言模型的上下文学习（ICL）能力背后的机制，并尝

试将其与统计物理理论建立联系。尽管大语言模型在各种任务中展现出强大的能

力，尤其是仅通过提示和少量示例就能完成未见过的新任务，但其内在的工作原

理，特别是 ICL的涌现机制，仍然缺乏清晰的理论解释。

针对这一挑战，我们首先回顾了 Transformer模型的结构、大语言模型的构建

流程及其提示学习方法，特别是上下文学习。随后，我们详细介绍了统计物理中

处理无序系统的重要工具——自旋玻璃模型的平均场理论，包括复本方法和空腔

方法，为后续的理论分析奠定了基础。

本文的核心工作集中在第四章和第五章。我们研究了一种简化的、使用线性

注意力机制的 Transformer结构。通过巧妙的映射，我们将该模型的预训练过程与

一个全连接的自旋玻璃模型联系起来。在这个映射中，模型的权重参数对应于实

数值的自旋，而预训练数据的结构和任务的多样性则体现在自旋间的相互作用 Jij

和外场 hi的统计性质中。我们分析了这些相互作用和外场的统计分布特性，发现

它们具有复杂的分块结构，并且其分布受到输入数据（如提示长度 N）的影响。

基于建立的自旋玻璃模型，我们运用了平均场理论进行求解。我们推导了该模

型的信念传播（BP）方程，并进一步简化为计算效率更高的松弛信念传播（r-BP）

方程和近似消息传递（AMP）方程。通过求解这些方程，我们能够有效地找到模

型的基态，这对应于预训练后 Transformer的最优权重参数。

我们的理论分析和数值模拟结果揭示了以下关键点：

1. 预训练任务多样性 P 对模型的学习能力起着至关重要的作用。任务多样性

较低时，自旋模型的能量景观存在许多局部极小值或平坦区域，模型难以学

习到最优解。随着任务多样性增加，能量景观转变为具有唯一全局最小值的

形态，模型在预训练过程中更容易收敛到对应于良好 ICL能力的基态。

2. 我们通过 AMP算法找到自旋玻璃模型的基态，得到模型权重的理论最优解，

与通过随机梯度下降（SGD）训练得到的实际权重高度吻合，验证了我们理

论框架的有效性。

3. 我们的理论框架在更复杂的模型和任务上也表现出良好的鲁棒性。我们对不

同的注意力机制进行了实验，同时也考虑了数据的非独立同分布情况，结果

表明我们的理论能够很好地捕捉到模型的学习特性。
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我们的工作的主要贡献在于：

1. 首次将 Transformer（简化形式）与可解析求解的统计物理模型（自旋玻璃模

型）建立了直接联系。

2. 开发了基于平均场理论（特别是 AMP 算法）的方法来预测和分析 Trans-

former模型的学习结果。

3. 提供了一个基于能量景观变化的理论视角来解释任务多样性如何驱动 LLMs

中 ICL能力的涌现。

尽管我们的工作为理解 ICL提供了一个新的理论视角，但仍存在一些局限性，

并为未来的研究指明了方向：

1. 更复杂的模型：我们主要分析了单层线性注意力模型，未来的工作可以将此

框架扩展到更复杂的模型，例如包含 Softmax非线性注意力、多层结构、前

馈网络（FFN）、层归一化（LayerNorm）等组件的完整 Transformer模型。研

究这些组件如何在自旋玻璃图像中体现，以及它们对能量景观和学习动力学

的影响，将是重要的方向。

2. 更复杂的任务：我们的研究集中在线性回归任务，将模型扩展到更复杂的任

务，如分类任务、序列生成任务，甚至模拟自然语言任务的某些特征，将有

助于检验理论的普适性。

3. 动力学过程：我们主要关注模型的平衡态性质，即预训练完成后的最优权重。

使用动力学平均场理论（DMFT）分析和研究权重在训练过程中的演化动力

学，可能会揭示更多关于学习效率和泛化能力形成的细节。

4. 与其他理论的联系：探索我们的自旋玻璃模型与其他解释 ICL的理论（如隐

式梯度下降、贝叶斯推断）之间的联系，可能会形成更统一的理解。

我们希望本文的工作能够为理解大语言模型中的 ICL现象提供新的视角，并

激励更多的研究者在这一领域进行深入探索。通过将统计物理与机器学习结合，我

们不仅可以更好地理解现有模型的行为，还可以为未来的模型设计和优化提供理

论指导。
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